Die Tiicken des Root Mean Square Error

Warum Al-Vorhersagemodelle nicht so gut sind wie behauptet
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Im Jahr 2023 wurden von Huawei und Google jeweils
ein neuartiges Wettervorhersagemodell (Pangu-Weather bzw.
GraphCast) mit Artikeln in Nature (Bi u. a., 2023) bzw. Science
(Lam u.a., 2023) vorgestellt. Es sind in beiden Fillen AI'-
basierte Modelle, welche auf ECMWF ERA5-Reanalysedaten
(Hersbach u. a., 2020) trainiert wurden. Nach dem root mean
square error’ (RMSE) gemessen, iibertrafen sie das operatio-
nelle hochaufgeléste Modell des ECMWF. Ein Zitat aus Lam
u.a. (2023) stimmt jedoch nachdenklich: .. GraphCast’s MSE
training objective encourages it to spatially blur its predictions
in the presence of uncertainty, .. Pangu-Weather neigt ebenfalls
dazu, die Prognosefelder zu glitten (Magnusson, 2023). Hier
wird nun in starker Vereinfachung der Frage nachgegangen,
wie sehr Glattung den RMSE beeinflusst.

1 Grundlagen und Methodik

Der RMSE ist definiert als

1 n
RMSE = J - D (@ai - 0ri)”.

1

(1)

®p ist das Vorhersagefeld und ®4 das Analysefeld fiir
den Zeitpunkt, mit dem das Vorhersagefeld verglichen wird.
Der Index i bezeichnet dabei die einzelnen Gitterpunkte, n ist
die Anzahl der Gitterpunkte. Im RMSE erhalten grofle Abwei-
chungen von der Analyse wegen der inhérenten Nichtlineari-
tit iiberproportionales Gewicht.

Prototypisch wird eine eindimensionale Welle® als Funk-
tion der Raumkoordinate x betrachtet, z.B.:

O(x) = Oy cos(x —6). (2)

®y > 0 sei die Amplitude, d.h. die maximale positive
Elongation der Welle. 0 < § < 27 bezeichnet die Phasenver-
schiebung der Welle. Der Bereich fiir x sei auf 0 < x < 2x
beschrankt. Abbildung (1) zeigt modellhaft die Analyse (rot-
liniert) und die Vorhersage (blau-gestrichelt) mit Amplituden-
fehler und Phasenfehler.

Wir beschrinken uns auf abnehmende Amplituden im
Vorhersagefeld, da dies dem Fall des spatial blur der Al-
Prognosen entspricht. Aus den Beziehungen (1) und (2) er-
gibt sich der RMSE in diesem speziellen Fall als Funktion des
Phasenfehler § und des positiven Amplitudenfehler: A®, =

Lartificial intelligence, kiinstliche Intelligenz (KI)
2Whurzel des mittleren quadratischen Fehlers
3Eine Erweiterung auf allgemeinere Funktionen in hoheren Dimension ist

moglich.

Dpa — Por = 0, der eine abnehmende Amplitude in der Vor-
hersage bedeutet. Der Einfachheit halber setzen wir die Ana-
lyseamplitude auf @y 4 = 1. Damit lautet der Amplitudenfehler
Ady = 1 — @y r. Eine Verallgemeinerung auf beliebige Ampli-
tudenfehler ist trivial durchfithrbar.
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Abbildung 1: Exemplarische Cosinus-Wellen.

Die Berechnung des RMSE im idealisierten Fall kann auf
analytischem Weg erfolgen, indem man folgendes Integral
16st:

1 21T
RMSE = \/ 7 / [@o,4 cos(x) — @ cos(x — zSF)]2 dx.
T Jo

Hier jedoch erfolgt die Berechnung nach hinreichend fei-
ner Diskretisierung der analytischen Funktionen?* gemaf3 Glei-
chung (1) rein numerisch.

2 Ergebnisse
Betrachten wir zwei Spezialfille.

Reiner Phasenfehler Der Amplitudenfehler sei 0 (Abb. 2
auf der nichsten Seite, oben): Man kann erkennen, dass
der RMSE mit wachsender Phasenverschiebung rasch an-
steigt und fiir die Verschiebung 7z, wenn die Vorhersa-
gewelle gegenphasig zur Analysewellen steht, mit RM-
SE=1,41 maximal wird. Bei weiter bis 27 zunehmendem
Phasenfehler sinkt der RMSE gegen 0.

“4mittels 201 Datenpunkten im Intervall 0 bis 27



Reiner Amplitudenfehler Der Phasenfehler sei 0 (Abb. 2,
unten): Der RMSE nimmt mit wachsendem Amplituden-
fehler (sinkender Amplitude) zu und erreicht mit dem
Erreichen des klimatologischen Mittelwerts (Amplitude 0,
Amplitudenfehler 1) den maximalen RMSE von 0,71.

Das heifit, dass bereits geringe Phasenfehler relativ grofie RM-
SE bedeuten, wihrend vergleichsweise grofie Amplitudenfeh-
ler sich nur moderat auf den RMSE auswirken.
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Abbildung 2: Oben: RMSE als Funktion des Phasenfehler bei
exakter Amplitude. Unten: RMSE als Funktion
der sinkenden Amplitude bei exakter Phase.

Abbildung (3) zeigt in einer zweidimensionalen Darstel-
lung die Isolinien des RMSE als Funktion von Phasenfehler
und Amplitudenfehler. Dabei zeigen sich folgende Merkmale:

« RMSE = 0: kein Phasen- und Amplitudenfehler (exakte
Prognose)°

+ Bei maximalem Amplitudenfehler (Amplitude des Pro-
gnosefeldes verschwindet, d.h. klimatologisches Mittel
wird angenommen) ist RMSE =~ 0,7 unabhingig vom
Phasenfehler von mittlerer Gréfienordnung.

« Bei konstanter Amplitude nimmt der RMSE bei wachsen-
dem Phasenfehler zunichst zu und erreicht bei § =  ein
Maximum (RMSE = 1,4), wird also doppelt so grof3 wie
der reine Klimafall.

« Bei eher geringem Phasenfehler (z.B. § ~ x/4) sinkt der
RMSE mit wachsendem Alpitudenfehler (bis zum Ampli-
tudenfehler von ca. 0,6) und steigt erst bei weiterer An-
niherung zum klimatologischen Mittel.

SUnwahrscheinlicher Gliicksfall: RMSE = 0, wenn ohne Amplitudenfehler
der Phasenfehler genau 27 betragt

« Der RMSE reagiert auf Phasenfehler deutlich empfindli-
cher als auf Amplitudenfehler.
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Abbildung 3: RMSE als Funktion von Phasenfehler und Am-
plitudenfehler

3 Zusammenfassung

Die im Vergleich zum operationellen ECMWF-Lauf giinstige-
re Fehlerentwicklung der AI-Modelle hat ihre Ursache teilwei-
se in der Unschérfe der Prognosefelder. Das ECMWEF-Modell,
nahe an der realen Physik der Atmosphére, simuliert die Va-
riablitdt mit grofler Auflésung. Damit besteht besonders im
atmosphérischen Kurzwellenbereich die Gefahr von Phasen-
fehlern, die sich entsprechend ungiinstig auf den RMSE aus-
wirken. Die AI-Modelle, ganz ohne Physik, neigen im Bereich
der Kurzwellentrége zur Dampfung der Amplituden, welche
sich glinstig auf den RMSE auswirkt. Allerdings sind die Al-
Modelle schlechter in der Prognose von Extremereignissen.
Die AI-Modelle scheuen das Risiko.

Selbstverstandlich sind diese Umsténde allen beteiligten
Forschern bekannt, insbesondere die iiberproportionale Wir-
kung von Phasenfehlern auf den RMSE. Den zahlreichen fach-
fremden Lesern der Artikel in Nature und Science wird das
hochwahrscheinlich nicht bewusst sein. Noch weniger be-
wusst ist es jenen, die ihre Information aus den Wissenschafts-
formaten der Medien beziehen und sich dabei auf das Lesen
von Schlagzeilen beschréanken.

Unabhingig von der vorgetragenen Kritik ist die Quali-
tit der AI-Prognosefelder beeindruckend. Mit Gewissheit wer-
den AI-Methoden den weiteren Weg der Wettervorhersage auf
vielfaltige Weise verandern.
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